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基于因子图优化的轻量语义地图协同构建方法
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摘  要：针对自动驾驶高精度地图建图成本高、效率低等问题，提出了一种轻量级视觉语义道路地图协同构建方法。该

方法利用车道线语义特征构建稀疏的局部矢量地图，并采用基于深度学习的栅格化图像匹配方法来进行单用户、多用户

子图的鲁棒关联，以实现有效的局部地图匹配。在此基础上，通过因子图优化框架优化车辆位姿，并利用地图点与位姿

的局部关联进行全局校准，实现高效的两步地图优化。通过城市道路场景实验进行验证，结果表明，该方法成功构建了

全局一致的轻量语义地图，在跨时段、跨季节情况下总体轨迹精度较多源融合的视觉惯性导航系统 VINS-Fusion 和基于

ORB 特征的同步定位与建图算法 ORB-SLAM3 分别提升了 89.9% 和 80.5%，证明了其在大范围多用户协同建图任务中

的有效性与鲁棒性。
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A Lightweight Collaborative Semantic Mapping Method Based on 
Factor Graph Optimization

LI Xingxing 1 SUN Meng 1 ZHOU Yuxuan 1
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Abstract： Objectives: Road maps play an important role in localization and motion planning for autonomous 
driving. To address the challenges of high cost and low efficiency in high-definition map construction, a light‐
weight collaborative semantic mapping method is proposed. Methods: The proposed method constructs a 
sparse local vector map using semantic features of lane lines and employs a deep learning-based raster image 
matching technique for robust association of single-user and multi-user submaps, ensuring effective local map 
matching. Furthermore, vehicle poses are optimized through a factor graph framework, and global calibration 
is achieved by leveraging the local associations between map elements and poses, enabling efficient two-step 
map optimization. Results: Experiments conducted in urban road scenarios demonstrate that the proposed 
method successfully constructs a globally consistent and lightweight semantic map. Compared to VINS-Fusion 
and ORB-SLAM3 algorithms, the overall trajectory accuracy is improved by 89.9% and 80.5%, respective‐
ly, under cross-time and cross-season conditions. Conclusions: The proposed method enables effective 
multi-user collaborative mapping across large-scale environments, generating road feature maps that 
maintain global consistency while remaining highly lightweight.
Key words： autonomous driving； lightweight mapping； data association； factor graph optimization

现代自动驾驶系统主要依靠相机、激光雷达

等多源传感器及先进的控制器、执行器来实现感

知定位、规划决策和控制执行等功能［1-2］。然而，

传统传感器的感知精度和范围有限，限制了自动

驾驶系统在复杂场景中的表现。研究表明，先验

道路地图的引入能够有效弥补这一不足，进而提
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升自动驾驶系统的安全性和可靠性［3］。

高精度地图因其厘米级的空间精度和车道

级的语义信息，一度被视为实现高级别自动驾驶

的关键基础设施［4］。然而，传统高精度地图的构

建严重依赖于专业采集车辆与复杂的后处理流

程，不仅成本高、周期长，而且也难以实现对大规

模道路的覆盖［5-6］。

针对以上问题，基于视觉的众包建图方案开

始受到学术界和工业界的广泛关注。该方法利用

普通量产车搭载的低成本视觉传感器，通过多车

多源数据的有效融合来实现大范围建图，具有成

本低、效率高的特点［7-9］。目前，一些基于众包的视

觉建图方法聚焦于车道线、路灯、交通标志等道路

与路侧要素，利用其语义特征来构建相应的道路

地图，以实现对用户高精度定位的有效支持。文

献［10］提出了一种基于轻量级地图的众包定位与

建图框架，首先在低成本量产车上完成数据采集

与局部地图构建，然后通过云服务器对来自不同

车辆的数据进行关联、对齐与融合，从而生成统一

的全局语义地图。文献［11］使用了视觉同时定位

与 建 图（simultaneous localization and mapping， 
SLAM）技术构建 3D 特征点地图，通过对比地图

要素的空间属性相似性来实现多车地图之间的有

效关联，并通过全局优化提升整体地图的一致性

与精度。文献［12］提出了一种面向地图特征层的

构建方法，先在车端基于图优化 SLAM 方法［13］生

成局部道路特征地图，继而在云端通过聚类与递

归最小二乘方法实现多个局部地图的集成更新。

如上述方法所示，基于众包的视觉道路建图

方案不仅需要完成单用户车辆的数据采集与处

理，还需要实现多用户之间的数据关联与协同，

以构建高质量的全局地图。然而，现有方法多依

赖几何距离或单帧的局部特征来实现关联与匹

配，仍存在准确性不足和易发生误匹配的问题。

例如，文献［14］通过道路推理模型与轨迹对齐来

实现数据关联，在特定场景中可获得亚分米级的

道路标线重建精度，但该方法仅适用于单一拓扑

结构。文献［15］利用基于 ORB 特征的 SLAM
（oriented FAST and rotated BRIEF SLAM， 
ORB-SLAM）［16］构建局部地图，并在云端通过轨

迹对齐与关键帧特征匹配来实现道路边沿的合

并重建，但由于轨迹精度的限制，该方法仍存在

误匹配的风险。为了避免此类问题，部分研究尝

试引入深度学习技术以实现数据关联或场景识

别，并结合优化方法进一步提升位姿估计的精度

与一致性，为众包场景下的建图任务提供了一定

参考［17-19］。

值得注意的是，近年来，随着深度学习与传

感器融合技术的进步以及城市领航辅助驾驶需

求的迅速增长，业界提出了“重感知，轻地图”的

技术方案。这类方案更侧重于依赖实时感知来

生成局部地图，以支持规划控制任务，并降低对

离线高精度地图的依赖。例如，清华大学在 2023
年提出的矢量地图生成网络 VectorMapNet［20］、地

平线公司的端到端矢量地图构建框架 MapTR［21］

与 MapTRv2［22］等。尽管如此，此类实时感知建

图方案仍存在计算资源需求高、地图要素表达细

粒度不足、协同建图与定位功能较欠缺等问题，

考虑到地图匹配定位等应用场景，基于道路语义

特征的视觉建图方法仍具有较大的研究价值。

针对以上问题，本文提出了一种轻量、高效

的视觉语义协同建图方法，通过车道线语义特征

构建局部矢量地图，并使用一种基于深度学习的

栅格化图像匹配方法来进行地图数据的鲁棒关

联，以实现局部地图间的有效匹配。在此基础

上，采用因子图优化的框架［23］来联合优化多用户

位姿，通过位姿与地图要素的局部结构联系来实

现全局校准，从而实现高效的两步地图优化。

1　协同建图系统流程

本文提出的视觉语义协同建图方法如图 1 所

示，整体流程包括单用户语义建图与多用户协同

建图两个阶段。

在单用户语义建图阶段，首先，车辆通过前

向摄像头采集道路影像，利用语义分割算法对车

道线特征进行像素级提取，并通过聚类、建模等

处理来生成实例级地图要素。在此基础上，利用

由摄像头与微机电系统（micro-electro-mechani‐
cal systems， MEMS）惯性测量单元（inertial mea‐
surement unit， IMU）构成的视觉惯性里程计提供

的相对位姿信息，来对地图要素进行增量式融

合，从而生成局部的语义特征地图。在此过程

中，系统同步构建相应的里程计因子、回环因子

等约束，用于车辆位姿图的优化。然后，根据车

辆位姿与地图要素的局部关联关系来对地图坐

标进行校准，以生成单用户的道路语义地图。

在多用户协同建图阶段，需要通过跨时间、

跨地图的数据关联来判断不同用户间是否存在

重访关系。若存在，则先通过局部地图匹配恢复

出帧到帧的位姿关系，进而构建相应的重访因
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子，并实现多用户的位姿图联合优化，最后对所

有地图点进行全局校准，生成统一的语义地图；

若无重访关系，则直接对所有地图点进行全局校

准，同样可获得大范围的道路语义地图。

2　基于因子图优化的协同语义建图

方法

2.1　局部道路语义建图

车载前向相机获取的连续道路影像需要经

过车道线提取、逆透视变换、聚类与建模、坐标转

换等步骤处理，才能生成基于车道线实例的局部

道路语义地图。为了避免光照、纹理与视角变化

等因素对车道线提取的干扰，本文采用基于轻量

级卷积神经网络的语义分割方法［24］来提取车道

线，主要提取实线、虚线、箭头与停车线 4 种类型

的车道线。

由于透视效应的存在，提取到的车道线呈现

出近大远小的形态。为了恢复车道线在三维世

界中的真实几何形态，本文首先使用了逆透视变

换技术［25］，以获得鸟瞰视角下的车道线影像，然

后对不同类型的车道线进行差异化的参数化建

模，车道线建模示意图如图 2 所示。本文主要有

两种建模方式：（1）对于实线与停车线这类线状

结构的车道线，沿其中心线方向等间距采样，来

生成由多个顶点组成的多段折线。（2）对于虚线

与箭头这类块状结构的车道线，则使用最小外接

矩形来抽象其几何形状，以完整保留其尺寸、方

向和中心点等信息。相比于仅提取中心点的方

式，该方法在表达上更加准确。

通过上述步骤，可获得像素级别的车道线实

例，先将这些实例对象转换到当前车辆坐标系

下，再结合里程计位姿信息进行多帧的增量式融

合，即可生成局部一致的语义地图。

2.2　地图数据关联方法

由于里程计存在误差和噪声，随着时间与行

驶距离的累积，用户轨迹会不可避免地发生漂移，

特别是在大范围建图中，轨迹偏差会影响同一用

户或不同用户在相同地点的建图一致性。因此，

在生成局部道路语义地图后，为确保全局地图的

精度与一致性，还需要在不同时段、不同用户之间

实现鲁棒的数据关联。具体而言，需要先基于单

用户轨迹序列进行回环检测，以判断同一用户是

否在不同时段经过同一地点，即是否对同一路段

的道路特征进行了多次观测；然后，基于多用户轨

迹进行重访检测，以识别不同用户间是否存在地

点重访，进而构建对应的回环与重访因子。

在低成本车载传感器精度难以保障的情况

下，直接通过空间距离来实现精确的地图要素关联

图 1　视觉语义协同建图方法流程

Fig.  1　Process of Visual-Semantic Collaborative Mapping Method

图 2　车道线建模示意图

Fig.  2　Diagram of Lane Line Modeling
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存在一定困难。此外，本文采用稀疏的车道线语义

特征来构建道路地图，单帧内特征数量较少且相似

度较高，进一步加剧了帧间匹配的不确定性。因

此，本文引入了一种基于深度学习的栅格化图像匹

配方法，通过检测局部地图结构的相似性来实现子

图间的鲁棒关联，具体流程如图 3所示。

在数据关联过程中，首先检索当前帧周围半

径 50 m 内的所有车道线实例，并判断其中是否存

在大量来自不同时间段或其他用户的车道线实

例。若存在，则将车道线实例按生成时间或用户

来源划分为两类，分别进行栅格化映射，得到对

应的局部栅格化子地图。然后，采用基于注意力

机制的轻量级局部特征匹配方法 LightGlue［26］对

映射图像进行匹配，相比于传统的匹配方法，

LightGlue 方法具有更好的鲁棒性和更快的推理

速度，适用于本文的应用场景。图 4 展示了使用

LightGlue 方法进行局部地图关联的效果。

在完成局部子图的关联后，先使用随机抽

样一致［27］与奇异值分解［28］的方法筛选内点并估

计位姿转换关系，通过寻找与转换后位姿最接

近的帧来确定匹配帧。然后，采用最近邻匹配

来实现实例级的地图匹配，以获得精确的帧间

位姿转换结果，为后续回环或重访因子的构建

提供支持。

2.3　因子图优化模型

本文因子图模型的优化对象为用户位姿，误

差因子包括里程计因子、回环因子、重访因子与

先验位姿因子，因子图模型如图 5 所示。其中，系

统状态量 X 为世界坐标系下所有用户的全部位

姿，可表示为：

ì
í
î

ïïïï

ïïïï

X ={ }x j
i

x j
i = [ ]p j

i R j
i

Τ （1）

式中，i 表示 i 时刻；j 表示不同的用户；x j
i 表示 i 时

刻 j 用户的状态向量；p j
i 和 R j

i 分别为 i 时刻 j 用户

在世界坐标系下的位置与姿态。需要说明的是，

此处的世界坐标系是以系统指定位姿为参考的

站心坐标系，最后的优化结果可以通过参考点再

转换到地心地固坐标系或其他坐标系中。

2.3.1　里程计因子

本文算法利用了视觉惯性里程计来提供前

后帧之间的相对位姿关系，认为在短时间内里程

计的结果是准确的。因此，可以对 i - 1 时刻到 i

时刻的里程计位置与姿态增量进行建模，可表

示为：

é

ë
ê
êê
ê ù

û
úúúú

δp
δR

=
é

ë

ê

ê
êê
ê
ê ù

û

ú

úú
ú
ú

ú( )R j
i - 1

Τ ( )p j
i - p j

i - 1

( )R j
i - 1

Τ
R j

i

（2）

式中，δp与 δR分别表示 i - 1 时刻到 i时刻的位置

增量与姿态增量；R j
i - 1 与 p j

i - 1 分别为 j用户在 i - 1
时刻的姿态和位置。里程计残差因子的计算公

式为：

图 3　地图数据关联流程图

Fig.  3　Flowchart of Map Data Association

图 4　数据关联示意图

Fig.  4　Diagram of Data Association
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式中，r ( z j
i，odo，X )表示由系统状态量 X 与相对位

姿观测量 z j
i，odo 构建得到的相对位姿残差。

2.3.2　回环因子和重访因子

回环因子和重访因子都是基于匹配帧对之

间的位姿变换关系构建的残差因子，可表示为：

r ( z j
i,loop/revisit,X )=

é

ë

ê

ê
êê
ê
ê ù

û

ú

úú
ú
ú

úpmatch - ( )R j
i

Τ ( )pm
k - p j

i

RΤ
match ( )R j

i

Τ
Rm

k

  （4）

式中，r ( z j
i，loop/revisit，X )表示回环或重访因子；Rmatch

与 pmatch 分别表示由局部地图匹配得到的两个不

同节点间的旋转与平移变换量；pm
k 和 Rm

k 分别表

示 m 用 户 在 k 时 刻 的 位 置 和 姿 态 。 当

r ( z j
i，loop/revisit，X )表示回环因子时，m = j。

2.3.3　先验位姿因子

为了给单一用户或多用户的位姿图提供基

准信息，需要为因子图添加先验位姿因子，可表

示为：

r ( z j
i,prior,X )=

é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú
ú
úp j

i - pprior

( )R prior
Τ
R j

i

（5）

式中，r ( z j
i，prior，X )表示先验位姿因子；pprior 与 R prior

分别表示对应的先验位置与姿态信息。

由于里程计因子、回环因子和重访因子均只

提供相对约束，因子图整体缺乏绝对基准，导致

优化问题存在秩亏，难以获得唯一解。通过添加

先验位姿因子可以消除系统秩亏，确保优化问题

拥有唯一最优解。

在施加先验位姿约束时，可以选择人为给定

先验位姿，或是借助全球导航卫星系统（global 
navigation satellite system， GNSS）、无线基站定

位或地图匹配等手段获得绝对坐标系下的先验

位姿信息。当人为给定先验位姿时，整体优化问

题只能有一个先验因子，优化得到的位姿为该基

准下的相对位姿；当使用绝对坐标系下的先验信

息进行约束时，优化结果是该坐标系下的绝对

位姿。

综上，本文所构建的因子图优化问题可以表

示为：

X * = arg min
X

ì
í
î
∑ r ( )z j

i,odo,X
2

( Σ j
i,odo )-1

+ ∑ r ( )z j
i,loop,X

2

( Σ j
i,loop )-1

+

ü
ý
þ

               ∑ r ( )z j
i,revisit,X

2

( Σ j
i,revisit )-1

+∑ r ( )z j
i,prior,X

2

( Σ j
i,prior )-1

,i ∈ I,j ∈ J （6）

式中，Σ j
i，odo、Σ j

i，loop、Σ j
i，revisit 与 Σ j

i，prior 分别表示里程计

残差因子、回环因子、重访因子、先验位姿因子对

应的协方差矩阵；I 表示所有时刻的集合；J 表示

所有用户的集合。回环因子与重访因子的构造

方法类似，但由于这两种因子面向的数据关联对

象不同，所影响的系统状态量也不同，其物理意

义完全不同。所以，本文中需要分开表示。

2.4　地图校准方法

在完成全局位姿的联合优化后，可根据优化

后的位姿与地图要素的局部关联关系，计算出纠

正后的地图点全局坐标。由于回环或重访情况

的存在，部分地图要素可能在不同时段被重复观

测，导致地图中存在重复实例。因此，需要在全

局地图纠正的基础上，进一步对存在重复观测的

地图要素进行聚类与合并。在此过程中，先通过

对空间位置与几何属性进行一致性检查，来剔除

偏差较大的异常观测。然后，对通过一致性检查

的观测进行均值计算，生成唯一确定的地图要

图 5　因子图模型

Fig.  5　Factor Graph Model
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素，从而构建出全局一致的道路语义地图。

3　协同建图实验与性能分析

为了验证建图方法的性能，选取在中国湖北

省武汉市水果湖附近采集的 3 组车载数据进行实

验，具体的实验数据与设备信息如表 1 所示。3 组

数据均采集于典型的复杂城市道路场景，包含较频

繁的场景切换与明显的光影变化，图 6展示了对应

的数据采集平台与实验环境。数据 1与数据 2采集

于 2023-04-12，数据 3 采集于 2022-10-23，两天的

实验采集设备型号相同，但传感器的具体安装方式

略有差异。图 6（a）中的①~③与图 6（b）中的①~
③分别展示了实验车在不同时间对相同地点的观

测情况，由于实验时间间隔较长，数据 3 的道路场

景相比其他两组数据发生了显著变化，增加了建图

过程中数据关联的难度。在实验过程中，利用基于

多源融合的视觉惯性导航系统（visual-inertial navi‐
gation system-fusion， VINS-Fusion）［29］的里程计

结果提供相对位姿信息，战术级 IMU 则与高精度

GNSS 联 合 使 用 ，通 过 商 业 软 件 IE 解 算 得 到

GNSS/IMU双向平滑解，将其作为参考轨迹。

3.1　单用户建图实验

为了验证本文建图方法在单用户场景下的

效果，使用数据 1 进行建图测试，实验结果如图 7
所示。实验数据全长 1 993 m，车辆从标志①处出

发，沿轨迹顺时针行驶一圈。由图 7（b）与图 7（c）
可以看出建图结果清晰、连续，未出现混叠或明

显错位的现象。此外，在实验的最后一段，车辆

重复了起始边，从而构成了回环检测。图 8 展示

了回环检测前、后的建图效果，可以明显看到，在

回环检测前，车辆的车道位置严重错位，并出现

大量混叠、重复的现象；而在回环检测后，这些问

题都得到了有效解决，道路表现得更加清晰，得

到了明确的语义实例，体现了回环检测方法的有

效性。

3.2　多用户协同建图实验

由于建图时间、环境和设备的差异，相比于

单用户建图，多用户协同建图对局部建图与数据

关联质量的要求更高。为了进一步验证本文协

同建图方法的性能，使用 3 组数据进行协同建图。

由于 VINS-Fusion 以里程计模式运行，无法直接

提供全局坐标系下的位置信息。因此，在协同建

图过程中，假设各车辆具备间断性获取粗略的全

局位置信息的能力，以具有十米级误差的先验约

束来将各车辆轨迹放置于统一的全局坐标系下。

表 1　车载实验数据与设备信息

Table 1　On-Board Experimental Data and Equipment Information 

数据

数据 1

数据 2

数据 3

采集时间

2023-04-12

2022-10-23

数据时间/s

250

280

320

轨迹长度/m

1 993

1 707

2 312

实验设备

GNSS 接收机：Septentrio AsteRx4
GNSS 天线：Trimble zphyer 2

战术级 IMU：StarNeto XW-GI7660
MEMS IMU：ADIS-16470

双目相机：FLIR BFS-PGE-31S4C

图 6　车载实验平台与实验环境

Fig.  6　On-Board Experimental Platforms and Experimental Environment
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图 9 为 3 组数据地图融合前的轨迹示意图，可见

数据 2 与数据 3 都无法单独形成回环，只能依靠

不同地图间的数据关联来构建约束边，且 3 组数

据的轨迹交会部分大约有 5~20 m 不等的偏差，

这为构建全局一致的地图带来了更大的挑战。

协同建图的结果如图 10 所示。由图 10（a）可

知，道路地图呈现清晰的结构，不同数据间的轨

迹重叠情况较好。图 10（b）~10（f）展现了 5 条轨

迹交会边的构建结果，可以看到，对于具有延伸

性的车道线（实线和虚线），生成的地图车道清

晰，没有横向上的偏差；而对于具有特定位置的

车道线（箭头与停车线），其形态合理，且没有纵

向上的重叠或偏差。

为定量评估协同建图方法的性能，本文采用

开启闭环功能的 ORB-SLAM3［30］作为对比方法，

让其在相同的先验条件下进行回环检测与多地

图融合建图。分别统计计算本文方法、VINS-Fu‐
sion 里程计以及 ORB-SLAM3 轨迹结果的绝对

位姿误差（absolute pose error， APE），并以热力

图形式呈现，结果如图 11 所示。

由图 11 可知，由于 VINS-Fusion 以里程计模

式运行，其位姿在长时间运行或大范围场景中容

易发生漂移，因此，其整体轨迹精度相对较低，尤

其是在实验范围较大的数据 3 上表现尤为明显。

对于 ORB-SLAM3 而言，其依赖于 ORB 特征点，

容易受到光照变化的影响，难以在存在显著外观

变化的场景下保持特征一致性。数据 1 与数据 2
采集于同一天，光照条件与场景结构相对接近，

因此，ORB-SLAM3 在这两组数据间能够成功进

行重访检测；相比之下，数据 3 的采集时间与前两

者相隔数月，环境相似度下降，无法成功实现闭

环检测，只能依靠先验位姿置于统一坐标系下，

整体轨迹精度较低。相比之下，本文算法基于道

路特征地图来实现回环、重访检测与多地图融

合，不容易受到环境变化、光影条件与纹理差异

的影响，因而能够在多用户间实现更鲁棒的数据

关联，进一步构建更可靠的位姿优化因子，使 3 段

数据均表现出更高的轨迹精度，验证了本文方法

在多用户协同建图任务中具有更好的鲁棒性与

轨迹全局一致性。

图 9　多地图融合前的轨迹示意图

Fig.  9　Trajectory Schematic Before Multi-map Integration

图 7　单用户建图结果

Fig.  7　Results of Single User Mapping

图 8　回环检测前、后的建图效果

Fig.  8　Mapping Performance Before and After 
Loop Closure Detection
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进一步将 3 种方法的轨迹结果进行统计评

估，表 2 展示了各方法的轨迹 APE 统计值。可

知 ，相 比 于 VINS-Fusion 与 闭 环 的 ORB-

SLAM3，本文方法在轨迹精度上表现出显著优

势，其中，APE 均方根误差相比于另外两种方法

分别减小了 89.9% 和 80.5%，展现出了更好的全

局一致性。

此外，由于本文提出的建图方法仅依赖于矢

量的车道线特征进行地图构建，在实现大范围建

图的同时大大降低了对存储和计算资源的需求。

在本文实验中，所构建的道路地图数据量约为每

千米 200 kB，而对于 ORB-SLAM3 来说，构建全

长约 6 000 m 的视觉特征地图，其总数据量高达

750 MB，难以应用于大尺度场景或实现高效的数

据分发。

4　结     语

传统的高精度地图构建流程复杂、成本高

昂，难以满足自动驾驶环境下道路地图构建的需

求。本文提出了一种轻量、高效的视觉语义建图

方法，通过车道线语义特征构建局部地图，同时

图 11　3 种方法的 APE 结果对比

Fig.  11　Comparison of APE Results for Three Methods

图 10　协同建图的结果

Fig.  10　Results of Collaborative Mapping
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使用基于深度学习的栅格化图像匹配方法来进

行地图数据关联，从而实现了单用户、多用户子

图的鲁棒关联。同时，本文通过位姿图优化的框

架联合优化车辆位姿，实现了高效的两步地图优

化。利用两组车载实验进行了性能测试，实验结

果表明，本文的建图方法在单用户与多用户场景

都表现出了较好的鲁棒性，建图结果清晰、连续，

且具有较好的全局一致性。
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